
Электронные библиотеки. 2020. Т. 23. № 6 
 
 

 
 

1119 
 

ОГЛАВЛЕНИЕ 
 

ГИСТОГРАММНЫЙ МЕТОД ОБРАБОТКИ ИЗОБРАЖЕНИЙ СТЕНОПИСЕЙ 
АРХИТЕКТУРНЫХ ПАМЯТНИКОВ  
П. И. Владимиров, Е. Ю. Зыков, В. В. Кугуракова   1121–1141 

УВЕЛИЧЕНИЕ РОБАСТНОСТИ НЕЙРОННЫХ СЕТЕЙ ЗА СЧЕТ ГЕНЕРАЦИИ 
ВЕКТОРНЫХ ПРЕДСТАВЛЕНИЙ, ИНВАРИАНТНЫХ К АТРИБУТАМ  
М. Р. Газизов, К. А. Григорян       1142–1154 

ОПРЕДЕЛЕНИЕ ДЕФЕКТОВ НА СТАЛЬНЫХ ЛИСТАХ С ИСПОЛЬЗОВАНИЕМ 
СВЕРТОЧНЫХ НЕЙРОННЫХ СЕТЕЙ 
Р. Д. Гаскаров, А. М. Бирюков, А. Ф. Никонов, Д. В. Агниашвили, 
Д. А. Хайрисламов        1155–1171 

КЛАССИФИКАЦИЯ ИЗОБРАЖЕНИЙ С ИСПОЛЬЗОВАНИЕМ ОБУЧЕНИЯ  
С ПОДКРЕПЛЕНИЕМ 
А. А. Елизаров, Е. В. Разинков       1172–1191 

ПЕРСИСТЕНТНЫЕ ГОМОЛОГИИ: ПРИМЕНЕНИЕ К МОНИТОРИНГУ ОБРАЗОВАНИЯ 
ТРЕЩИН ПРИ ГИДРОРАЗРЫВЕ ПЛАСТА 
К. Ю. Ерофеев, М. Т. Зиятдинов, Е. В. Мокшин    1192–1212 

ПРОСТРАНСТВЕННАЯ ОРИЕНТАЦИЯ ОБЪЕКТОВ НА ОСНОВЕ ОБРАБОТКИ 
ТЕКСТОВ НА ЕСТЕСТВЕННОМ ЯЗЫКЕ ДЛЯ ГЕНЕРАЦИИ РАСКАДРОВОК 
В. В. Кугуракова, Г. Ф. Сахибгареева, А. З. Нгуен, А. М. Астафьев   1214–1238 

ПРОГРАММА «ИСТОРИЯ ГЕНИАЛЬНОГО ОТКРЫТИЯ» 
Р. В. Мосолов         1239–1278 

V МЕЖДУНАРОДНАЯ КОНФЕРЕНЦИЯ «ИНФОРМАЦИОННЫЕ ТЕХНОЛОГИИ 
ДЛЯ НАУК О ЗЕМЛЕ И ПРИЛОЖЕНИЯ ДЛЯ ГЕОЛОГИИ, ГОРНОЙ 
ПРОМЫШЛЕННОСТИ И ЭКОНОМИКИ. ITES&MP-2019» 
В. В. Наумова         1279–1300 

  



Russian Digital Libraries Journal. 2020. V. 23. No 6 
 
 

 
 

1120 
 

ОПИСАНИЕ КОНТЕКСТНО-СВОБОДНЫХ ГРАММАТИК В ФОРМАТЕ ДАННЫХ JSON 
ДЛЯ ГЕНЕРАТОРОВ СИНТАКСИЧЕСКИХ АНАЛИЗАТОРОВ 
О. К. Осипов         1301–1323 

ЦИФРОВОЙ РЕПОЗИТОРИЙ "GEOLOGYSCIENCE.RU": ОТКРЫТЫЙ ДОСТУП 
К НАУЧНЫМ ПУБЛИКАЦИЯМ ПО ГЕОЛОГИИ РОССИИ 
М. И. Патук, В. В. Наумова, В. С. Ерёменко    1324–1338 

  



Электронные библиотеки. 2020. Т. 23. № 6 
 
 

 
 

1121 
 

УДК 72.025.3, 004.93, 535-15, 620.179.1 

ГИСТОГРАММНЫЙ МЕТОД ОБРАБОТКИ ИЗОБРАЖЕНИЙ СТЕНОПИСЕЙ 
АРХИТЕКТУРНЫХ ПАМЯТНИКОВ  

П. И. Владимиров1, Е. Ю. Зыков2, В. В. Кугуракова3 

1, 3Казанский (Приволжский) федеральный университет, Высшая школа инфор-
мационных технологий и интеллектуальных систем 
2Казанский (Приволжский) федеральный университет, Институт физики 
1pavelvladimirov96@gmail.com, 2Evgeniy.Zykov@kpfu.ru, 

3Vlada.Kugurakova@gmail.com  

Аннотация  

Представлена разработка программного обеспечения, направленного на 
обработку изображений стенописей архитектурных памятников с целью выяв-
ления дефектов. Для дефектоскопии использован гистограммный подход – 
сравнение яркостных характеристик двух изображений фресок. Данный метод 
позволяет отслеживать состояние архитектурных памятников с небольшими за-
тратами и минимальным вовлечением человека. Разработанная технология 
применяется в рамках охранных работ объекта культурного наследия острова-
града Свияжск. 

Ключевые слова: дефектоскопия, обработка изображений, архитек-
турный памятник, объект культурного наследия, картограммирование. 

ВВЕДЕНИЕ 

Одной из важных задач мониторинга состояния объектов культурного 
наследия является наблюдение за состоянием деградирующей фресковой жи-
вописи. На данный момент времени фиксация сюжетных композиций и их со-
хранность состоят в графическом или фотометрическом исполнении, которое не 
поддается автоматизации. Данный аспект серьезно затрудняет и усложняет мо-
ниторинг состояния объектов культурного наследия со сложными архитектур-
ными расписанными элементами интерьера. Картограммирование древних 
фресок – это создание полных копий всех росписей исследуемого храма не в от-

mailto:1pavelvladimirov96@gmail.com
mailto:1pavelvladimirov96@gmail.com
mailto:Evgeniy.Zykov@kpfu.ru
mailto:3Vlada.Kugurakova@gmail.com
mailto:3Vlada.Kugurakova@gmail.com


Russian Digital Libraries Journal. 2020. V. 23. No 6 
 
 

 
 

1122 
 

дельных фрагментах, а целиком в форме разверток стен помещения, выполнен-
ных в цвете с точным учетом масштабных соотношений всех частей расписанно-
го интерьера. Методика фиксации сюжета и состояния фресковой живописи 
практически не изменялась с конца XIX в. Она состоит в выполнении схематиче-
ского масштабного черно-белого изображения основных элементов живописи 
на полупрозрачной бумаге вручную. Однако такой метод имеет ряд недостат-
ков. Прежде всего, чертеж выполняется в единственном экземпляре на один 
сюжет фрески без привязки к внутренним архитектурным элементам здания. 
Также на одной картограмме размещаются все дефекты живописного полотна, 
имеющие место на тот момент времени, в который они выполнялись, что за-
трудняет его расшифровку. Использование фотометрии ограничивается фото-
фиксацией фресок. Огромное количество художественных деталей фресок на 
фотографии затрудняет чтение дефектов, поэтому произвести анализ состояния 
живописи достаточно проблематично. Таким образом, перечисленные выше ме-
тоды не позволяют провести мониторинг изменений живописного полотна с це-
лью выявления рисков и угроз состояния и выработать мероприятия по обеспе-
чению их сохранения. Оптимальным решением данной проблемы является пе-
риодическое картограммирование фресок с универсальным систематизирован-
ным представлением их состояния во времени. 

Необходимость регулярного мониторинга обязывает к некой систематиза-
ции, однако если использовать стандартные средства, уже давно устаревшие по 
сравнению с современными технологиями, это может стать довольно трудоем-
кой работой.  

Решением данной проблемы может стать создание программного обеспе-
чения, основанного на фотофиксации и сканировании необходимых стенописей, 
с их последующей обработкой и анализом [1]. Такой подход позволит автомати-
зировать процесс мониторинга изменений живописного полотна с целью выяв-
ления рисков и угроз состояния и выработать мероприятия по обеспечению их 
сохранения. 
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ОБЗОР ЛИТЕРАТУРЫ  

В последние годы область цифровой обработки изображений быстро раз-
вивается. Защита и восстановление фресок могут быть осуществлены с исполь-
зованием компьютера для виртуального восстановления фресок, в [2] анализи-
руется технология восстановления фресок Дуньхуана, основанная на выцветшем 
моделировании текстур. Метод реставрационных копий может решить такие 
проблемы, как затухание и обесцвечивание фресок, а также воспроизвести ис-
тинный облик культурных реликвий на разных этапах и обеспечить современную 
техническую поддержку для защиты культурных реликвий. Защита и восстанов-
ление цифровой росписи обеспечивает достаточную научную основу и среду те-
стирования для физической защиты и процесса восстановления фресок и мини-
мизирует риск работ по их защите. Предлагаемый метод имеет реконструктив-
ный характер, но не предполагает отслеживание изменений состояния красоч-
ного слоя, включая микродефекты. 

Проблема мониторинга фресок мавзолеев на наличие на них пузырьков 
описана в [3], где предложен метод обнаружения небольших пузырьков с улуч-
шенными терагерцовыми изображениями. Обработка производилась с помо-
щью системы формирования изображений спектроскопии с временным спек-
тром ТГц. Чтобы наблюдать за маленькими пузырьками в фресках, для обработ-
ки полученных изображений принят всеобъемлющий алгоритм улучшения. Ре-
зультаты показывают, что предлагаемый комплексный метод может быть ис-
пользован для обнаружения крошечных дефектов фресок. Предлагаемый метод 
требует дорогостоящего оборудования. 

Другой подход – акустическая эмиссия. Это метод неразрушающего кон-
троля, широко используемый для мониторинга структурного состояния различ-
ных материалов, таких как бетон, кирпичная кладка и камни. С использованием 
данной техники было проведено исследование, целью которого стали выявле-
ние эволюции повреждений в поддержке украшенных поверхностей Ренессанс-
ного комплекса “Sacri Monti di Varallo” (Пьемонт, Италия) и использование со-
бранных данных, поступающих из “in situ” мониторинга, для защиты работ от 
сейсмического риска и возможных обрушений вследствие землетрясений [4]. 
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Данный метод предполагает мониторинг ограждающих конструкций объекта, но 
не применим к отслеживанию оптических характеристик. 

Археологические объекты ценны и требуют методов неразрушающего 
контроля, в [5] освещается оптическая когерентная томография (ОКТ) на основе 
интерферометра Майкельсона, которая представляет собой быструю бескон-
тактную когерентную оптическую технологию визуализации. Данный метод, по 
словам авторов, подходит для тестирования любой части росписи и других куль-
турных реликвий. Он предполагает применение дорогостоящего оборудования. 

В исследовательской работе [6] приведен метод обработки изображений 
фресок с помощью алгоритма нахождения краев и сегментации изображений. 
Метод предназначен для определения границ разрушения красочного слоя и 
нахождения макродефектов. 

Все приведенные выше работы включают в себя дефектоскопию как одну 
из целей. В каждой описаны свои методы различной сложности и эффективно-
сти, однако все они уступают в простоте и стоимости предлагаемому нами гисто-
граммному экспресс-анализу. 

РАЗРАБАТЫВАЕМЫЙ МЕТОД 

Для автоматической обработки изображения, его дальнейшего изучения и 
анализа на дефекты была разработана программа, выполняющая следующие 
основные этапы: 

1. Корректировка входного изображения для удобства его изучения опе-
ратором. 

2. Проективное преобразование изображения. Построение яркостных ги-
стограмм изображения по X- и Y-координатам пикселей. 

3. Корректировка гистограмм старого и нового изображений в зависимо-
сти от корреляции между ними. 

4. Сравнение старого и нового изображений фрески – дефектоскопия. 
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ПРОЕКТИВНЫЕ ПРЕОБРАЗОВАНИЯ ИЗОБРАЖЕНИЯ  

При фотографировании фресок и стенописей далеко не всегда возможно 
запечатлеть изображение на стене так, чтобы оно было прямо перед фотогра-
фом. В большинстве случаев изображение получается под различными углами 
ввиду различных архитектурных реставраций и прочих работ над сохранением 
объекта культуры в целостности (рис. 1).  

Для корректной обработки и дефектоскопии необходимо работать только 
с самим изображением фрески. Это значит, что её нужно как-то «поворачивать», 
избавляться от углов, обрезать. Все подобное уже придумано и рассмотрено с 
помощью высшей математики. 

 

Рисунок 1. Пример фотографии фрески под углом 

Конкретнее, в данном случае должны быть использованы проективные 
преобразования (рис. 2). Они позволяют различным образом взаимодейство-
вать с проекциями и перспективой. Такой подход часто используется при по-
строении карт с помощью спутниковых фотографий, также он подойдет и в ого-
воренном выше случае. Чтобы подобное преобразование было возможно осу-
ществить с изображением, необходимо выбрать четыре точки преобразования 
P1, …, P4 (см. рис. 2).  
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Рисунок 2. Пример проективного преобразования 

Используя координаты выбранных точек и координаты четырех конечных 
точек (P’1, …, P’4), с помощью специальных формул (1), (2) и матричных вычис-
лений (3), приведенных ниже, можно получить 8 параметров, необходимых для 
отображения всех остальных точек (в нашем случае – пикселей изображения) из 
четырехугольника в прямоугольник, то есть изображение фрески можно будет 
«повернуть лицом» к наблюдателю. 

, (1) 

, (2) 

. (3) 

Для проективных преобразований был создан специальный класс матриц с 
необходимыми нестандартными конструкторами и методами, основным из ко-
торых является метод нахождения обратной матрицы. С её помощью находятся 
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8 параметров h1,1 – h3,2 в (3). На сцене Unity в роли четырех точек используются 
обычные сферы. Зная их местоположение и используя рейкасты1, можно найти 
пиксели, над которыми они находятся в данный момент, по сути, определить 
координаты точек преобразования. На рис. 3 можно наблюдать пример проек-
тивного преобразования над изображением фрески. Также, чтобы сферы было 
удобнее двигать и выбирать место на текстуре, где они будут стоять, было со-
здано подобие увеличенного изображения текстуры. В нем показывается часть 
текстуры, увеличенная в несколько раз, над которой в данный момент пользова-
тель перемещает сферу. Это создано с помощью дополнительной камеры и рен-
дер-текстуры2, помещенной в поле Target этой камеры (рис. 3, 4). 

Однако при проективных преобразованиях изображений существуют не-
которые проблемы. Одна из основных – потеря пикселей изображения после 
преобразования. Подобное происходит из-за того, что при отображении пикселя 
с целочисленными координатами далеко не факт, что новые координаты пиксе-
ля тоже будут целочисленными и будут лежать на координатной сетке нового 
изображения. На помощь приходит интерполяция3 пикселей. Существует не-
сколько способов, отличающихся качеством, скоростью и сложностью реализа-
ции, в текущей версии проекта используется метод ближайшего соседа.  
  

                                                           
1 Рейкаст (Raycast) – термин, который используется для обозначения луча, который может 
быть выпущен из какой-либо точки в пространстве и направлен в указанную сторону. 
2 Рендер-текстура (RenderTexture) – текстура, которая обновляется в реальном времени. 
3 Интерполяция – способ нахождения промежуточных значений величины (в нашем случае 
местоположение пикселя) по имеющемуся дискретному набору известных значений. 
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Рисунок 3. Проективное преобразование фрески 

 

Рисунок 4. Увеличение изображения в месте точки преобразования 

Подобная реализация очень простая и быстрая, есть потеря качества изоб-
ражения, но на крупных изображениях, используемых в проекте, ее в принципе 
не заметно. Суть данного подхода заключается в следующем – после того, как 
пиксель был отображен в новое изображение, берется значение ближайшего 
пикселя, если координаты нецелочисленны. 
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ПОСТРОЕНИЕ ГИСТОГРАММ 

Во многих случаях для обработки изображений используются гистограм-
мы. Изучив гистограмму, можно получить общее представление о правильности 
экспозиции, контрасте и цветовом насыщении снимка, оценить требуемую кор-
рекцию как при съёмке, так и при последующей обработке. 

Обычно используют гистограммы для каждого цветового (красный, зеле-
ный, синий) и яркостного каналов. Однако в нашем случае должны использо-
ваться гистограммы не в классическом их понимании, они должны использо-
ваться под перепады значений на определенных местах изображения, чтобы по 
этим перепадам было возможно найти дефектное место. Сначала строится яр-
костная гистограмма по всем X-координатам, по столбцам, по сути складываются 
значения яркостей каждого пикселя в каждом столбце, в соответствии с этим 
каждый столбец значений яркостей передаётся в новую текстуру. То же самое 
производится и по Y-координатам, строкам. На рис. 5 показаны результаты по-
строения гистограмм данным способом. 

 

Рисунок 5. Изображение и его гистограммы 
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КОРРЕЛЯЦИЯ ДЛЯ КОРРЕКТИРОВКИ И ВЫРАВНИВАНИЯ ГИСТОГРАММ  

Одна часть проблемы – невозможность делать фотографии фрески всегда 
одинаковыми и под одним углом – решается с помощью проективных преобра-
зований. Другая часть проблемы заключается в том, что фотографии одной и той 
же фрески могут быть сделаны не просто под разными углами и с разных рас-
стояний, они могут еще и отображать разные куски настенного изображения с 
разных сторон. Чтобы было возможно сравнить эти изображения, необходимо 
на их гистограммах выделить те части, где фотографии максимально одинако-
вые и похожие друг на друга. Реализовать такое выделение можно с помощью 
подсчета линейного коэффициента корреляции4 между значениями в гисто-
граммах двух разных изображений: 

, (4) 

  

  

где X и Y в (4) – это значения в массивах пикселей (гистограммах) нового изоб-
ражения и старого.  

Общий алгоритм работы: 
1. Строятся гистограммы для изображений по координатам X и Y. 
2. В одной из гистограмм смещаются координаты X на некоторое число 

N значений влево относительно другой и вычисляется коэффициент корреляции 
между ними. 

3. Поочерёдно изменяется смещение в диапазоне от –N≤∆x≤N, строит-
ся для каждого смещения коэффициент корреляции. 

4. Выбирается то из смещений, коэффициент корреляции при котором 

                                                           
4 Корреляция – статистическая взаимосвязь двух или более случайных величин (либо величин, 
которые можно с некоторой допустимой степенью точности считать таковыми). 
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будет наибольшим, оно и будет искомым смещением между изображениями по 
координате X. 

5. Изображения выравниваются по координате X, и снова строятся ги-
стограммы, с учётом отсечения краев изображений. 

6. Пункты 2─5 повторяются для координаты Y. 

 

Рисунок 6. Результат работы алгоритма, синей сеткой выделены места на 
изображениях, которые необходимо использовать в дальнейшей работе 

СРАВНЕНИЕ ИЗОБРАЖЕНИЙ И ДЕФЕКТОСКОПИЯ 

После этапов загрузки изображения, его предварительной обработки и 
изменения наступает основной этап работы программы (рис. 7). Используя дан-
ные старого изображения фрески (т. е. сделанного некоторый промежуток вре-
мени назад) и текущего, необходимо определить, подверглось ли изображение 
какому-либо изменению, появились ли на нем дефекты различного характера. 
Для подобного анализа был использован гистограммный подход. 
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Рисунок 7. Исходное и обработанное изображения 

Эти рисунки иллюстрируют, что с помощью гистограмм возможно найти на 
фреске дефекты – в местах, где на фреске проявились различные изменения и 
ухудшения, например, откололся кусок стены либо образовалась плесень, будут 
затемнения, значит, яркость пикселей там будет меньше по сравнению с ярко-
стями на прошлом изображении. 

Чтобы найти дефекты, нужно пройти по гистограммам обоих изображений 
и выделить места, где значения различаются. Естественно, чтобы не обращать 
внимания на небольшие изменения и дефекты, можно использовать некоторое 
изменяемое пороговое значение и, если подобное отклонение присутствует, то 
заносить эти столбец или строку гистограммы в список дефектных. После прове-
дения этой операции на X- и Y-гистограммах нового изображения будут извест-
ны дефектные строки и столбцы. Совместив их на фреске, получим пересечения, 
прямоугольники, которые и будут определять области, подвергшиеся ухудше-
нию. Изменяя различные пороговые значения, можно изменять размеры обла-
стей, которые будут помечаться как дефектные, а также их количество (рис. 8). 
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Рисунок 8. Обнаружение дефектов с различными настройками пороговых 
значений 

УЛУЧШЕНИЕ КАЧЕСТВА ДЕФЕКТОСКОПИИ 

В предыдущих примерах был продемонстрирован результат работы опи-
санного подхода. При этом можно заметить, что «дефекты» ненастоящие и 
нанесены вручную в графическом редакторе для тестирования работоспособно-
сти алгоритма. Несмотря на то, что оригинальная идея в алгоритме работает 
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идеально на подобных ярких и больших пятнах на фотографиях, на практике по-
чти невозможно достичь такого же результата, если не прибегнуть к дополни-
тельным настройкам и изменениям.  

 

 

Рисунок 9. Некорректная обработка реалистичных дефектов  

В реальной жизни дефекты, возникающие с течением времени на стено-
писях, гораздо более мелкие и тусклые по сравнению с нарисованными черны-
ми кляксами. В такой ситуации обработка изображения напрямую и полностью 
за один заход в большинстве случаев не принесет результата, так как пикселей 
на изображении слишком много, а значения их яркостей не различаются 
настолько сильно, чтобы можно было их корректно обработать и показать поль-
зователю. 
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Рисунки 9 демонстрируют работу алгоритма с более реалистичными де-
фектами, точнее, ее отсутствие. На рис. 10 отсутствуют видимые различия между 
гистограммами.  

 

 

Рисунок 10. Дефектоскопия с декомпозицией  

Чтобы решить данную проблему, можно прибегнуть к способу декомпози-
ции, конкретно – подразбиению изображения на части. Так как значения ярко-
стей на гистограммах несильно отличаются друг от друга в глобальном плане, то 
можно попытаться разделить исходное изображение на 3, 4, 6, 8 или 9 частей, 
увеличить их (опционально) и после этого запустить алгоритм на каждой от-
дельной части изображения. Таким образом найти дефекты на отдельных и уве-
личенных изображениях будет гораздо проще, после чего их координаты можно 
будет сохранить и позже отобразить на исходном изображении (см. рис. 10). 
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С помощью данного подхода дефектоскопия изображений производится 
на порядок лучше, появляется возможность найти больше мелких дефектов, но 
стоит заметить, что не все из них будут нам важны и необходимы, а некоторые 
дефекты остается все еще сложно «найти». Исходя из этого, алгоритм нуждается 
в дальнейшей доработке и применении, так как имеет наивысший потенциал 
среди перечисленных. 

В результате было выполнено большинство основных задач в решении 
проблемы автоматизации обработки стенописей. Другими шагами являются вы-
сокочастотная фильтрация, масштабирование изображения, сравнение гисто-
грамм изображений разного размера, полная автоматизация дефектоскопии. 

ЗАКЛЮЧЕНИЕ 

Высококачественные пространственные данные высокой плотности, кото-
рые способна захватить пара инфракрасных различных новейших камер (ис-
пользующих, например, технологию Google Project Tango), можно использовать 
для трёхмерного сканирования помещений, построения карт глубины и рекон-
струкции захваченных сцен. Широкоугольная камера, гиростабилизатор и выве-
ренные программные механизмы синхронизации сенсоров через фиксирование 
отметок времени позволяют таким устройствам использовать эти возможности, 
в частности, для быстрой двухдиапазонной 3D-дефектоскопии стенописей архи-
тектурных памятников, автоматизируя процесс мониторинга сложных текстури-
рованных объектов с существенной точностью фиксирования плоских изобра-
жений на внутренних поверхностях объемных архитектурных элементов. 

Предложенная технология экспресс-оценки состояния стенописей разра-
батывается как модуль системы мониторинга состояния архитектурных памят-
ников [10; 11], выполняется в рамках работ по охранным мероприятиям объекта 
культурного наследия федерального уровня острова-града Свияжск.  

По материалам проведенной работы зарегистрировано свидетельство на 
программу для ЭВМ [12].   
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Abstract 

The article describes the development of software aimed at processing images 
of murals of architectural monuments in order to identify defects. For flaw detection, 
a histogram approach was used – a comparison of the brightness characteristics of 
two images of frescoes. This method allows you to track the status of architectural 
monuments with low costs and minimal human involvement. The developed technol-
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ogy is used as part of the protection of the cultural heritage of the island-town of Svi-
yazhsk. 

Keywords: defects detection, image processing, architectural monument, cul-
tural heritage, mapping. 
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УВЕЛИЧЕНИЕ РОБАСТНОСТИ НЕЙРОННЫХ СЕТЕЙ ЗА СЧЕТ 
ГЕНЕРАЦИИ ВЕКТОРНЫХ ПРЕДСТАВЛЕНИЙ, ИНВАРИАНТНЫХ 
К АТРИБУТАМ  
М. Р. Газизов1, К. А. Григорян2 

Казанский (Приволжский) федеральный университет, Казань 
1gazizovmarat@gmail.com, 2karigri@yandex.ru 

Аннотация 

Робастность модели к незначительным отклонениям в распределении ис-
ходных данных является важным критерием во многих задачах. Нейронные сети 
могут показывать высокую точность (accuracy) на обучающей выборке, но при 
этом качество на тестовой выборке может сильно падать из-за разного распре-
деления данных, причем ситуация только усугубляется на уровне подгрупп внут-
ри каждой категории.  

В данной статье мы показываем, как робастность модели на уровне под-
групп может быть значительно улучшена с помощью подхода, основанного на 
доменной адаптации векторных представлений. Мы обнаружили, что примене-
ние состязательного подхода к ограничению векторных представлений дает су-
щественный прирост метрики точности (accuracy) в сложной подгруппе по срав-
нению с предыдущими моделями. Метод протестирован на двух независимых 
наборах данных, точность в сложной подгруппе на наборе данных Waterbirds со-
ставляет 90.3 {y : waterbirds;a : landbackground}, а на наборе данных CelebA – 
92.22 {y : blondhair;a : male}. 

Ключевые слова: робастная классификация, классификация изображе-
ний, генеративно-состязатель сети, доменная адаптация. 

ВВЕДЕНИЕ 

В процессе обучения нейронных сетей в общем случае пытаются миними-
зировать среднее значение целевой функции ошибки на обучающей выборке 
или, другими словами, минимизируют эмпирический риск [1]. При этом мини-
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мизация средней оценки целевой функции справедлива в случаях, когда тесто-
вая выборка получена из распределения, независимого или идентичного обу-
чающей выборке. В подобных задачах современные модели показывают высо-
кое качество [2], но при этом проваливаются на примерах, редких и нетипичных 
для обучающей выборки [3–5]. Часто это делает невозможным применение мо-
делей в реальной жизни, если эти модели используются для принятия решений 
[6] или оценки рисков [7]. 

К примеру, модель может полагаться на ложные корреляции атрибутов 
изображений с целевой категорией из-за неравномерного распределения зна-
чений атрибутов внутри категории, как в случае с метками на коже (атрибут) и 
наличием меланомы (целевая категория) у человек. На рисунке 1 показано не-
равномерное распределение меток между категориями злокачественных и доб-
рокачественных образований, т. е. метки встречаются от 4.5 до 6 раз реже в ка-
тегории со злокачественным образованием, чем в других категориях. Это приво-
дит к увеличению доли ложно-отрицательных прогнозов в группе людей со зло-
качественными образованиями и метками на коже [8]. В этом и подобных случа-
ях средняя оценка целевой функции не будет достоверно отображать устойчи-
вость модели к наличию данных меток, а качество в сложной подгруппе может 
значительно отличаться в меньшую сторону от среднего по всей категории. 

 
Рисунок. 1. Примеры изображений из набора данных ISIC [9–11] с метками и 

распределение меток среди категорий. Меланома – злокачественное 
образование. Себорейная кератома – доброкачественное образование. 

Последний столбец указывает на отсутствие образований. 
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Таким образом, требуется следить не только за средней оценкой показа-
теля качества на уровне категории, но также замерять качество на уровне каж-
дой из подгрупп внутри категории. 

В данной статье мы изучаем подход, основанный на генерации инвари-
антных к атрибутам векторных представлений с помощью состязательных сетей 
на примере задачи классификации изображений. Мы предлагаем использовать 
доменную адаптацию для сближения векторных представлений примеров из 
разных подгрупп так, чтобы они становились неотличимы друг от друга на 
уровне категории, но все еще отличались на уровне целевого класса. Мы пока-
зываем, как адаптация векторных представлений может быть применима для 
минимизации зазора показателей качества между подгруппами, что значитель-
но увеличивает устойчивость модели во время применения на тестовых наборах 
данных. 

Предложенное нами решение показывает большую точность (accuracy) в 
сложных подгруппах на двух модельных наборах данных по сравнению с други-
ми методами. Достигнутая нами точность в сложной подгруппе для набора дан-
ных Waterbirds составляет 90.3 {y : waterbirds;a : landbackground}, а для набора 
данных CelebA – 92.22 {y : blondhair;a : male}. 

ОБЗОР ЛИТЕРАТУРЫ 

Group distributionally robust optimization – GDRO [12] 

Задача увеличения робастности модели может быть рассмотрена на 
уровне процесса оптимизации. В стандартном подходе весовые коэффициенты 
для разных подгрупп являются одинаковыми. Мы можем влиять на них явно че-
рез задание разных весов для разных групп или неявно через семплирование 
данных. Авторы этой статьи предлагают подход, основанный на динамической 
оптимизации весовых коэффициентов для каждой подгруппы во время процесса 
оптимизации модели. Также ими обнаружено, что увеличение регуляризации 
крайне важно для увеличения точности в сложной подгруппе. Они показывают 
теоретическую сходимость задачи оптимизации на выпуклых задачах. Помимо 
этого, ими предложен новый набор данных Waterbirds для сравнения качества 
работы разных моделей. 
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Class-conditional Learned Augmentations for Model Patching – CLAMP [13] 

Задача доменной адаптации может решаться как на уровне векторных 
представлений, так и на уровне входных данных. Авторы данного подхода пред-
лагают использовать генеративно-состязательные сети для трансформации ис-
ходных данных между подгруппами с сохранением целевого класса. Они иссле-
дуют подход, основанный на архитектуре нейронной сети CycleGAN [14]. Такая 
сеть позволяет решать задачу image-to-image translation без наличия спаренных 
изображений, в отличие от большинства методов, которые требуют наличия пар 
изображений из разных доменов [15, 16]. 

Для увеличения консистентности генерируемых изображений авторы 
предлагают использовать дополнительный модуль, задача которого – прибли-
жение синтетических данных к реальным данным. 

Из положительных сторон генеративного подхода можно выделить его 
обобщающую способность, т. к. при наличии большого объема данных и доста-
точных по емкости моделей можно создавать данные, максимально близкие к 
данным из реального распределения [17, 18], тем самым устраняя дисбаланс 
между подгруппами. 

Из минусов данного подхода можно выделить сложность обучения гене-
ративных моделей [19] и высокие требования к вычислительным мощностям 
[18]. 

МЕТОДОЛОГИЯ 

В данном разделе мы описываем предлагаемый состязательный подход к 
увеличению робастности модели (adversarial approach to increase model robust-
ness – AAIMR). 

Пусть дана выборка 𝑥 ∈ 𝑋, целевая переменная y ∈ 𝑌 и атрибут 𝑎 ∈ 𝐴. 
Наша цель – обучить классификатор 𝑓:𝐶(𝐹(𝑥)) → 𝑦, который будет устойчив к 
изменению значения атрибута 𝑎 ∈ 𝐴. При этом значение атрибута 𝑎 известно 
только при обучении модели, но неизвестно во время ее применения. Таким 
образом, алгоритм не должен напрямую зависеть от 𝑎. 
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Рисунок 2. 𝐹 – модель, преобразующая изображение в некоторое векторное 
представление, 𝐶 – голова для предсказания значений целевого класса, 𝐷 – 
дискриминатор для предсказания значений атрибута, 𝐺𝑅𝐿 – слой обратных 

градиентов. 

Очевидно, что переобучение модели 𝐶 на значениях атрибутов 𝑎 возмож-
но только в том случае, если вектор 𝑒 = 𝐹(𝑥) содержит информацию, позволя-
ющую обучить такой классификатор 𝑓: 𝐷(𝑒) → 𝑎. Следовательно, если инфор-
мация об атрибуте 𝑎 не может быть получена из вектора 𝑒, то модель 𝐶 будет 
инвариантна к значению атрибута 𝑎. 

Таким образом, мы хотим поставить состязательную минимакс-задачу 
следующим образом: 𝐷 обучается распознавать значение атрибута 𝑎, 𝐶 – значе-
ние атрибута 𝑦. Задача 𝐹 – научиться генерировать такие векторные представле-
ния 𝑒, чтобы дискриминатор 𝐷 не мог правильно восстановить значение атрибу-
та исходного изображения, при этом 𝐶 мог правильно восстановить значение 
целевого класса. Для этого требуется оптимизировать следующий функционал: 

𝐸�𝜃𝑓 ,𝜃𝑐 ,𝜃𝑑� = 𝐿�𝐶�𝐹�𝑥�𝜃𝑓��𝜃𝑐�,𝑦� − 𝜆 𝐿�𝐷�𝐹�𝑥�𝜃𝑓��𝜃𝑑�,𝑎�,              (1) 

�𝜃�𝑓 ,𝜃�𝑐� =  𝐸�𝜃𝑓 ,𝜃𝑐 ,𝜃�𝑑� 𝜃𝑓,𝜃𝑐
�⎯⎯� min,      𝜃�𝑑 = 𝐸�𝜃�𝑓 ,𝜃�𝑐 ,𝜃𝑑� 𝜃𝑑

�� max, 

где 𝐿 – целевая функция (в нашем случае – перекрестная энтропия), 𝜃𝑓 ,𝜃𝑐 ,𝜃𝑑 – 
оптимизируемые параметры моделей, 𝜆 – весовой коэффициент. 

Чтобы функционал (1) можно было оптимизировать градиентным спуском 
с помощью метода обратного распространения ошибки, мы добавляем в архи-
тектуру начальной сети слой обратных градиентов [20], как показано на рисунке 
2. 
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В случае сходимости модель 𝐹 будет продуцировать векторные представ-
ления, инвариантные к значению атрибута 𝑎, и, следовательно, модель 𝐶 также 
будет инвариантна к изменению атрибута 𝑎. 

Для обучения была взята модель ResNet-50 [21] с предобученными весами 
на наборе данных ImageNet [22]. В качестве оптимизатора использовался Adam 
[23]. Политика изменения скорости обучения не использовалась, скорость обу-
чения была константной на всем протяжении процесса оптимизации. 

Модель и другие параметры были выбраны в соответствие с [12] для воз-
можности прямого сравнения результатов. 

Для задачи Waterbirds [12] параметры оптимизации были зафиксированы 
weights decay = 1.0 и learning rate = 0.00001, для CelebA [20] weights decay = 0.1 и 
learning rate = 0.00001. Размер батча был зафиксирован на значении 128 для 
обеих моделей. Примеры были равномерно взвешены на уровне подгрупп. Ве-
совой коэффициент слоя обратных градиентов λ=0.5. 

Мы также дополнительно исследовали верхнюю оценку точности на зада-
че Waterbirds [12], для этого использовали маски, размеченные вручную.  По 
маске вырезали объекты и зануляли фон, дальше обучали модель ResNet-50 [21] 
c равномерным взвешиванием примеров на уровне категорий, остальные пара-
метры остались без изменений. 

РЕЗУЛЬТАТЫ 

Результаты, представленные ниже, получены на тестовых наборах данных 
для лучшей модели. В качестве таковой бралась та, которая имеет точность на 
всем валидационном наборе данных выше 0.9 и максимальную точность в 
сложной подгруппе. 

Результаты, представленные в Таблице 1 для двух модельных задач, пока-
зывают, что предложенное решение дает значимое увеличение метрики каче-
ства в сложной группе при сохранении общей точности на том же уровне по 
сравнению с предыдущими подходами. Помимо этого, зазор между робастной 
точностью и общей точностью минимален. 
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Таблица 1. Результаты сравнения моделей. Общая точность считается на всей 
тестовой выборке. Робастная точность – это точность (accuracy) на сложной 

подгруппе 
 CelebA  Waterbirds 
 Общая 

точность 
Робастная 
точность 

Общая точ-
ность 

Робастная точ-
ность 

ERM 94.8 41.1 97.3 60 

GDRO [12] 91.8 88.3 93.2 86 

CLAMP [13] 92.9 83.9 90.89 89.12 

AAIMR 91.74 92.22 90.51 90.03 
 

Таблица 2: Верхняя робастная оценка для набора данных Waterbirds. Общая 
точность считается на всей тестовой выборке. Робастная точность – это точность 

(accuracy) на сложной подгруппе 

 
Waterbirds 

 
Средняя оценка Робастная оценка 

ERM 90.29 89.25 
 
Результаты верхней оценки модели классификации на наборе данных 

Waterbirds показывают, что в данной задаче с большой вероятностью прирост 
точности за счет устранения корреляции между атрибутами и целевой перемен-
ной исчерпывается на уровне, указанном в Таблице 2, и дальнейшее улучшение 
связано с другими факторами. 

ОБСУЖДЕНИЕ 

Мы проанализировали подход доменной адаптации применительно к 
адаптации атрибутов изображений. Инвариантные к атрибутам признаки дают 
существенный прирост точности модели в сложной подгруппе и, как следствие, 
увеличивают робастность модели. 

Наши результаты показывают, что доменная адаптация – перспективное 
направление для улучшения робастности модели. 
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В дальнейшем более глубокий анализ методов доменной адаптации, 
трансформации изображений между доменами и разделения векторных про-
странств может открыть немало интересных подходов к повышению робастно-
сти моделей. 
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Abstract  

Model robustness to minor deviations in the distribution of input data is an im-
portant criterion in many tasks. Neural networks show high accuracy on training 
samples, but the quality on test samples can be dropped dramatically due to different 
data distributions, a situation that is exacerbated at the subgroup level within each 
category. In this article we show how the robustness of the model at the subgroup 
level can be significantly improved with the help of the domain adaptation approach 
to image embeddings. We have found that application of a competitive approach to 
embeddings limitation gives a significant increase of accuracy metrics in a complex 
subgroup in comparison with the previous models. The method was tested on two 
independent datasets, the accuracy in a complex subgroup on the Waterbirds dataset 
is 90.3 {y : waterbirds;a : landbackground}, on the CelebA dataset is 92.22 {y : 
blondhair;a : male}. 

Keywords: robust classification, image classification, generative adversarial 
networks, domain adaptation 
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ОПРЕДЕЛЕНИЕ ДЕФЕКТОВ НА СТАЛЬНЫХ ЛИСТАХ 
С ИСПОЛЬЗОВАНИЕМ СВЕРТОЧНЫХ НЕЙРОННЫХ СЕТЕЙ 

Р. Д. Гаскаров1, А. М. Бирюков2, А. Ф. Никонов3, Д. В. Агниашвили4, 
Д. А. Хайрисламов5 

Институт информационных технологий и интеллектуальных систем, 
Казанский (Приволжский) федеральный университет, Казань 
1 komnatakita@gmail.com, 2 herou.public@gmail.com, 3nikonowalex@gmail.com, 
4daniilak@gmail.com, 5danilhayrislamov@gmail.com 

Аннотация 

Сталь в наши дни является одним из важнейших производственных матери-
алов, который используется повсеместно, от медицины до промышленных от-
раслей. Своевременное обнаружение и распознавание дефектов на стальных 
листах после проката – одна из ключевых проблем этого производства с учетом 
его сложности и необходимости затрат большого количества времени на прове-
дение вручную проверок каждого листа и каждой заготовки. Одними из целей 
настоящей работы были автоматизация и упрощение данного процесса. Для ре-
шения соответствующих задач была использована, в первую очередь, модель 
сверточной нейронной сети под названием UNet, которая уже зарекомендовала 
себя как отличный инструмент решения таких задач — при высокой результа-
тивности она требует меньшего количества учебных данных. В основе этой мо-
дели лежат последовательная, производимая в несколько шагов свертка изоб-
ражения до приемлемого размера (иными словами, сжатие или кодирование), а 
затем развертка, восстановление изображения к исходному размеру и соотно-
шению сторон, после чего на выходе будет получена маска изображения с клас-
сами элементов, которые необходимо было найти. В дополнение к этой 
нейронной сети в качестве кодирующего (сворачивающего) слоя была использо-
вана другая модель — ResNet34, предварительно обученная на датасете (наборе 
данных) ImageNet1000. В этой модели также был модифицирован выходной 
слой — вместо 34 слоев с классами на выходе возвращалось лишь 4, что сокра-
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тило время обработки и позволило использовать наиболее удачные определе-
ния в результатах. Используя данный подход и проведя все необходимые про-
верки, при подведении итогов, мы получили результат в 94,8% точности опреде-
ления дефектов на стальных листах. 

Ключевые слова: сверточные нейронные сети, нейронные сети, машинное 
обучение, сталь, искусственный интеллект, UNet, ResNet, определение дефектов, 
сегментация, классификация. 

ВВЕДЕНИЕ 

Учитывая высокую конкуренцию в среде производителей стали, фабрикам 
и производствам просто необходимо выпускать качественный продукт для по-
лучения и закрепления хорошей репутации, а также стабильных продаж и обес-
печения безопасности конечных потребителей их продукта. Естественно, чтобы 
можно было гарантировать такое качество продукта, необходимо разработать и 
внедрить в производство систему контроля качества, иначе говоря, систему мо-
ниторинга технологических процессов (далее – СКК). Сама организация этой СКК, 
говоря конкретно о производстве стали, должна обеспечивать плотное взаимо-
действие организационных, научных, методологических, технических, информа-
ционных и человеко-ресурсных подходов в работе, что не только позволит по-
высить качество производимой стали, но и уменьшит количество брака, что 
непосредственным образом благотворно скажется на снижении стоимости про-
изводства [1].  

Говоря в целом о возможных дефектах и браке стальной продукции, нуж-
но учитывать, что сами свойства материала, процесс проката, а также использу-
емая СКК могут влиять на появление дефектов на листах. В качестве примера 
можно привести такие повреждения, как царапины, потертости, следы насеко-
мых, сращение листов друг с другом, швы на листах, отслоение частиц с листа, 
ожоги поверхности листа и прочие [2]. 

Одна из главных задач СКК — решить, может ли готовая продукция быть 
выпущенной в продажу, поскольку поставка бракованной партии товара может 
спровоцировать значительно большие расходы, чем ее утилизация или перера-
ботка. Каждый дефект может повлиять на конечное решение о реализации стали 
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на рынке, например, если на стальном листе будут обнаружены трещины, то 
данный продукт будет маркирован как брак и не будет допущен к продаже. Если 
же будет найдено что-то менее существенное, например, небольшие следы 
шлака или пузырьки воздуха на поверхности листа, то это не будет считаться се-
рьезным недостатком, а сталь пойдет в продажу и дальнейшее производство. 

Учитывая все вышеcказанное, нами было принято решение разбить работу 
на две составляющие: 

1. Найти и определить дефекты на листах, а также выявить закономерности 
их появления вкупе с другими дефектами (один дефект может быть при-
чиной появления второго и так далее); 

2. Провести эксперимент с использованием нейронных сетей для автома-
тизации такого рода проверок на качество — смогут ли модель или ан-
самбль моделей научиться самостоятельно определять дефекты, разби-
вать их на классы и в дальнейшем, судя по классам, принимать решение 
о допуске или недопуске стальной продукции к дальнейшей реализации. 

1. РАБОТЫ, СВЯЗАННЫЕ С ТЕМОЙ ИССЛЕДОВАНИЯ 

Нахождение и определение дефектов на стальных листах с использовани-
ем машинного обучения и нейронных сетей далеко продвинулось в последние 
годы. Некоторые подходы используют модели, которые могут работать в реаль-
ном времени, что, однако, требует довольно больших вычислительных мощно-
стей на базе графических процессоров [3], которые позволят обрабатывать 
изображения, полученные с видеокамер в большом разрешении. Другой под-
ход, менее требовательный к ресурсам, использует пост-обработку изображе-
ний и осуществляется последовательно в три основных этапа:  

1. Предварительная обработка изображений; 
2. Извлечение классов из объектов на изображении; 
3. Классификация полученных артефактов [4]. 

Один из самых первых методов — RCNN — был исследован и опробован 
Р. Гиршиком [5], но этот метод не очень хорошо подходил для задач определе-
ния объектов на изображении — для его успешной работы требовалась масса 
времени, поскольку каждое изображение обрабатывалось в исходном разреше-
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нии, а каждый найденный объект обрабатывался целиком всей моделью, что 
сказывалось на производительности не лучшим образом. 

Далее, с целью повышения производительности подобных моделей был 
разработан алгоритм под названием Fast RCNN, который пришел на замену ори-
гинальному RCNN [6]. После него, продолжая наращивать скорость работы, по-
явился Faster RCNN, в основу которого была заложена модель глубокого обуче-
ния, работающая с гипотезами о расположении объектов. Эта модель вместо 
выборочного поиска, использовавшегося в Fast RCNN, строила гипотезы о место-
нахождении объекта на изображении, а затем извлекала полученные классы и 
возвращала их.  

Учитывая успешность архитектуры RCNN-моделей в задачах определения 
местонахождения и распознавания объектов на изображениях, нами было при-
нято решение использовать данную архитектуру наряду с UNet, которую также 
было решено несколько углубить и модифицировать. 

3. НАБОР ДАННЫХ 

Приступая к практической части работы, в первую очередь необходимо 
определить, как модели будут взаимодействовать с набором данных (датасе-
том), то есть какое количество изображений будет достаточным для обучения 
модели, сколько пикселей потребуется обработать и так далее. Каждое изобра-
жение также необходимо разметить — указать в отдельных для каждой фото-
графии файлах с расширением csv номер дефекта и его маску в формате RLE5.  

Датасет, который используется для обучения модели, должен также быть 
подготовлен для большей удобочитаемости компьютером путем замены NaN-
значений6 в колонке EncodePixels в csv-файле (т. е. генерируем HEX-коды каждо-
го пикселя на изображении для увеличения скорости обработки), изменения 
наименования файлов и добавления колонки classID, чтобы отслеживать ин-
формацию о наличии того или иного дефекта было удобнее. 

                                                           
5 https://en.wikipedia.org/wiki/Run-length_encoding 
6 In computing, NaN, standing for Not a Number, is a member of a numeric data type that can be 
interpreted as a value that is undefined or unrepresentable, especially in floating-point arithmetic 




